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Abstract 

Breast Cancer is the most common cancer found in women and the death rate is still in second place among other cancers. 

The high accuracy of the machine learning approach that has been proposed by related studies is often achieved. However, 

without efficient pre-processing, the model of Breast Cancer prediction that was proposed is still in question. Therefore, this 

research objective to improve the accuracy of machine learning methods through pre-processing: Missing Value 

Replacement, Data Transformation, Smoothing Noisy Data, Feature Selection / Attribute Weighting, Data Validation, and 

Unbalanced Class Reduction which is more efficient for Breast Cancer prediction. The results of this study propose several 

approaches: C4.5 - Z-Score - Genetic Algorithm for Breast Cancer Dataset with 77,27% accuracy, 7-Nearest Neighbor - 

Min-Max Normalization - Particle Swarm Optimization for Wisconsin Breast Cancer Dataset - Original with 97,85% 

accuracy, Artificial Neural Network - Z-Score - Forward Selection for Wisconsin Breast Cancer Dataset - Diagnostics with 

98,24% accuracy, and 11-Nearest Neighbor - Min-Max Normalization - Particle Swarm Optimization for Wisconsin Breast 

Cancer Dataset - Prognostic with 83,33% accuracy. The performance of these approaches is better than standard/normal 

machine learning methods and the proposed methods by the best of previous related studies. 

Keywords:  machine learning, breast cancer prediction, missing value replacement, feature selection, unbalanced class 

Abstrak 

Kanker Payudara merupakan kanker yang paling sering ditemukan pada wanita dan tingkat kematiannya masih berada pada 

posisi dua di antara penyakit kanker laiinya. Akurasi yang tinggi dari pendekatan machine learning yang diusulkan oleh 

penelitian-penelitian terkait sering dicapai. Namun tanpa pra-pengolahan yang efisien, maka model prediksi Kanker Payudara 

yang diusulkan masih diragukan. Oleh karena itu, penelitian ini bertujuan untuk meningkatkan kinerja akurasi metode-

metode machine learning melalui pra-pengolahan: Missing Value Replacement, Data Transformation, Smoothing Noisy 

Data, Feature Selection / Attribute Weighting, Data Validation, dan Unbalanced Class Reduction yang lebih efisien untuk 

prediksi Kanker Payudara. Hasil penelitian ini mengusulkan pendekatan: C4.5 – Z-Score – Genetic Algorithm untuk Breast 

Cancer Dataset dengan akurasi 77,27%, 7-Nearest Neighbor – Min-Max Normalization – Particle Swarm Optimization untuk 

Wisconsin Breast Cancer Dataset - Original dengan akurasi 97,85%, Artificial Neural Network – Z-Score – Forward 

Selection untuk Wisconsin Breast Cancer Dataset – Diagnostic dengan akurasi 98,24%, dan 11-Nearest Neighbor – Min-Max 

Normalization – Particle Swarm Optimization untuk Wisconsin Breast Cancer Dataset – Prognostic dengan akurasi 83,33%. 

Kinerja pendekatan-pendekatan tersebut lebih baik dari metode-metode machine learning standar/normal dan metode yang 

diusulkan penelitian-penelitian terkait sebelumnya yang terbaik. 

Kata kunci:  machine learning, prediksi kanker payudara, missing value replacement, feature selection, unbalanced class  

© 2019 Jurnal RESTI

1. Pendahuluan  

Walaupun tingkat kematian yang disebabkan Kanker 

Payudara (KP) secara bertahap menurun [1], namun 

masih berada pada posisi dua besar di antara penyakit 

kanker lainnya bagi wanita [2]-[4]. Menurut World 

Health Organization, KP merupakan kanker yang 

paling sering ditemukan pada wanita [5]-[7], termasuk 

di Indonesia sehingga menjadi salah satu program 

prioritas pemerintah melalui deteksi dininya [8]. 

Tingkat kejadiannya masih tinggi, rata-rata 19.3 hingga 

96 per 100,000 wanita di berbagai benua [9]-[11]. 

Prediksinya, 475,000 pasien KP di eropa kemungkinan 
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akan mati, sedangkan 32,500 dapat terhindar dari 

kematian [12]. 

KP termasuk penyakit kanker yang cukup mudah 

disembuhkan [2]. Namun banyak kasus KP stadium 

dini tidak menimbulkan gejala [13]. Pengetahuan 

masyarakat terhadap KP dan resikonya juga masih 

minim [8]. Sementara kemungkinan penyembuhannya 

pada tahap awal lebih cerah [5]. Dengan demikian, 

masalah ini perlu disikapi dengan peningkatan capaian 

deteksi dini (prediksi) KP. 

Pendakatn Machine Learning (ML) memiliki potensi 

besar dalam domain biomedis komputasi [14], dapat 

membantu mengatasi masalah prediksi KP [3], [5], 

[15]-[17], sehingga populer digunakan oleh para 

peneliti (ditunjukkan pada Tabel 1). Dataset publik 

yang umum digunakan oleh para peneliti dalam riset 

tentang prediksi KP adalah Breast Cancer Dataset 

(BCD), Wisconsin Breast Cancer Dataset – Original 

(WBCDO), Wisconsin Breast Cancer Dataset – 

Diagnostic (WBCDD), dan Wisconsin Breast Cancer 

Dataset – Prognostic (WBCDP) yang tersedia di UCI 

Machine Learning Repository memiliki masalah 

Missing Value (MV), Noisy Data (ND), dan 

Unbalanced Class (UC) yang masih kurang dibahas 

secara mendalam [15]. 

Selain itu, metode untuk Data Validation (DV) 

seharusnya dapat menjamin bahwa semua sampel 

digunakan untuk pelatihan dan pengujian model, 

begitupun setiap label class terwakili secara merata 

pada pelatihan model. Namun masih banyak peneliltian 

terkait prediksi KP mengabaikan hal ini (ditunjukkan 

pada Tabel 1). Akurasi yang tinggi mungkin saja bisa 

diraih, jika DV dilakukan secara tidak efisien. 

Sementara itu, salah satu pendekatan untuk dapat 

meningkatkan kinerja model klasifikasi adalah Feature 

Selection (FS) maupun Attribute Weighting (AW). 

Namun masih banyak penelitian terkait prediksi KP 

yang belum menerapkan pendekatan ini untuk 

meningkatkan akurasi tinggi yang telah mereka capai 

(ditunjukkan pada tabel 1). Untuk itu, metode-metode 

untuk FS maupun AW perlu dikaji dengan lengkap. 

Begitupun dengan Data Transformation (DT), 

misalnya ketika melakukan Data Discretization mesti 

hati-hati agar dapat meminimalkan hilangnya informasi 

yang mungkin penting. Bukankah lebih efisien apabila 

diskretisasi data tidak perlu dilakukan selama kinerja 

dari metode ML yang diperoleh sama baiknya. 

Misalnya algoritma Naïve Bayes yang dapat 

menggunakan pendekatan kernel atau distibusi 

Gaussian untuk menangani data numerik daripada 

harus melakukan diskretisasi data. 

P. H. Abreu et al., 2016 dalam studi review yang 

dilakukannya tentang prediksi KP berbasis metode-

metode ML menyatakan bahwa penelitian-penelitian 

yang ada telah mencapai akurasi yang tinggi, tapi 

sensitifitasnya masih diragukan, masalah MV dan UC 

masih jarang ditangani, dan kombinasi metode-metode 

ML yang berbeda masih dibutuhkan  [15]. 

Tabel 1. State of the Art: Breast Cancer Prediction  

Year, Ref Proposed Method Dataset DV MV ND UC DT FS Acc 

2006, [18] BN –WNN – MB ITTACA !      0,845 

2007, [6] LSSVM WBCDO       98,53 

2007, [19] PSO – MSS WBCDO !      100  

2009, [2] SVM – F-Score WBCDO !      99,51  

2010, [20] ANN – RS WSCRS  ? ? ? ? ? 0,965 

2011, [3] SVM – RS WBCDO ! !     100  

2011, [21] NPBC NBCD  ?  ?   38,8  

2012, [22] DT - RS – GA WBCDD !      95,3 

2012, [23] ANFIS – LR MMD  ! ?    0,928 

2012, [24] SVM KTTH ! ?     84,58 

2012, [25] SVM – RFE GS       97%  

2013, [26] DT variants (J48) Various  ? ? ?  ? 75,52 

2013, [27] Graph-based SSL SEER    !   71 

2013, [28] SSL Co-Training SEER    !   76 

2014, [29] Graph-based SSL GEO    ?   76,7 

2014, [30] k-NN WBCDP !      90  

2014, [31] FMM–CART–RF  WBCDO       98,84 

2015, [32] NB WBCDO !    ?  95 

2015, [33] WV (DT, MBL,  

NB, SVM) – FS 

BCD 

WBCDO 
WBCDD 

WBCDP 
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97,42 
95,69 

77,24 

2015, [34] BN – DBN NKI 
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97 
92 

74 
97 

97 

2016, [4] SVM WBCDO       97,13 

2016, [35] J48 ?   ? ?  ? 86,36 

2016, [36] SMO – Ranker WBCDP       77,27 

2017, [37] HPBCR – PSO Cohort  ? ?  ?  85 

2017, [38] NB BCD ?    ?  72,70 

2017, [39] NB BCD     ? ? 75,17 

2017, [40] SMO WBCDO  !     96,19 

2017, [41] SVM WBCDO  !     97,07 

2018, [42] WAUCE SEER 
WBCDO 

WBCDD 

 

 

 

! 
! 

! 

 

 

 

 

 

 

 

 

 

 

 

 

76,42 
97,10 

97,68 

2018, [43] C4.5 OMID    ?  ? 89,29 

2018, [44] FCLF – CNN WBCDO 
WBCDD 

 

 
! 
! 

 

 

 

 

 

 
? 
? 

98,71 
99,57 

2018, [45] FCM WBCDO ? ? ? ? ? ? 97 

2018, [46] NB WBCDO  ?     97,36 

2018, [47] k-NN WBCDO   ?    97,51 

2018, [48] NB – PSO WBCDP !    ?  81,3 

2018, [49] NB – BFS BCD  ? ?  ?  82 

2018, [50] GAOGB WBCDD   ?  ?  94,28 

2018, [51] ANN – Bagging WBCDO  !   ?  96,5 

2018, [52] WCBA BCD 
WBCDO 

? 
? 

! 
! 

? 
? 

 

 
? 
? 

 

 
0,709 
0,968 

2018, [53] k-NN – LDA WBCDD   ?    97,06 

2018, [54] AB – LR – PCA WBCDD    ?   97,92 

Keterangan: 

 : Tepat/baik ditangani atau tidak perlu ditangani 

? : Tidak diketahui atau tidak teridentifikasi 

! : Kurang tepat/baik, diabaikan, atau dibuang 

 : Tidak tepat/baik atau tidak ditangani 



Azminuddin I. S. Azis, Irma Surya Kumala Idris, Budy Santoso, Yasin Aril Mustofa
 
 

Jurnal RESTI (Rekayasa Sistem dan Teknologi Informasi) Vol . 3 No. 3 (2019) 458 – 469  

 

 

Jurnal RESTI (Rekayasa Sistem dan Teknologi Informasi) Vol . 3 No. 3 (2019) 458 – 469 

460 

 

 

Membuang MV bisa menghilangkan informasi yang 

mungkin penting, mengakibatkan bias [55]. Pendekatan 

imputasi merupakan salah satu strategi yang efisien 

digunakan untuk menangani MV [15], [55]. salah satu 

pendekatan imputasi untuk Missing Value Replacement 

(MVR) yang umum digunakan adalah mean/mode. 

Adanya outlier atau anomali pada data dapat 

menyebabkan ND [33], [15], berdampak buruk 

terhadap kinerja model [56]. Cara klasik untuk 

mereduksi ND atau Smoothing Noisy Data (SND) yaitu 

dengan pendekatan Data Normalization, seperti Min-

Max Normalization (MM) maupun Z-Score (ZS) [56]. 

Pada saat yang sama, metode untuk DT dan MV harus 

mampu memaksimalkan interdependensi antara nilai 

atribut dan label class, untuk meminimalkan hilangnya 

informasi karena DT maupun MVR [57].  

Sementara itu, UC yang memang sering terjadi pada 

data klinis dapat menurunkan kinerja model [51]. 

Pendekatan ensemble merupakan salah satu cara yang 

populer untuk menangani UC [58], [59]. Sejalan 

dengan itu, klasifikasi berbasis ensemble terbukti dapat 

memberikan keputusan klasifikasi yang lebih akurat 

dan efisien daripada yang diperoleh metode klasifikasi 

masing-masing [33], [60]. Beberapa metode ensemble 

yang populer adalah AdaBoost (AB), Bagging (Ba), dan 

Weighted Vote (WV) dapat digunakan untuk 

Unbalanced Class Reduction (UCR). 

Selanjutnya, pendekatan FS maupun AW seringkali 

dapat meningkatkan kinerja model, terlebih pada 

dataset yang berdimensi besar. FS maupun AW dapat 

menentukan kekuatan hubungan antar atribut atau 

memberikan bobot pada atribut-atribut berdasarkan 

relevansinya, bahkan dapat membuang atribut yang 

tidak relevan [15], [16], [33]. Oleh karena itu, 

pendekatan FS dan AW mestinya dikaji lebih 

mendalam dan lengkap lagi untuk prediksi KP 

menggunakan metode-metode ML. Ada banyak metode 

yang dapat digunakan untuk FS dan AW, di antaranya 

yang populer digunakan adalah Forward Selection 

(FSe), Backward Elimination (BEl), Genetic Algorithm 

(GA), Particle Swarm Optimization (PSO), Principal 

Component Analysis (PCA), dan Singular Value 

Decomposition (SVD). 

Untuk DV, metode yang dapat menjamin bahwa semua 

sampel digunakan untuk pelatihan dan pengujian 

model, begitupun setiap label class dapat terwakili 

secara merata pada pelatihan model adalah Leave One 

Out Cross Validation dan K-Fold Cross Validation 

[15]. Ketika ukuran sampel besar, K-Fold Cross 

Validation adalah pilihan terbaik [15], [61]. 

Dengan demikian, model prediksi KP berbasis ML bisa 

saja memberikan akurasi yang tinggi, namun tanpa 

disertai pra pengolahan yang efisien, maka tentu saja 

kinerja model prediksi KP berbasis ML masih 

dipertanyakan. Oleh karena itu, penelitian ini bertujuan 

untuk meningkatkan efisiensi (kinerja akurasi) metode-

metode ML (Artificial Neural Network, Support Vector 

Machine,  C4.5, Naive Bayes, dan K-Nearest Neighbor) 

yang masuk dalam daftar top ten data mining 

algorithms [62] melalui pra-pengolahan (MVR, DT, 

SND, FS/AW, DV, dan UCR) yang lebih efisien untuk 

prediksi KP. Dengan begitu, kedepannya model ini 

dapat digunakan untuk pengembangan sistem cerdas 

deteksi dini KP sehingga berdampak dalam mereduksi 

kematian yang disebabkan KP. 

Dataset yang digunakan dalam penelitian ini 

merupakan dataset publik yang umum digunakan 

dalam penelitian terkait dengan prediksi KP, yaitu 

BCD, BCWDO, BCWDD, dan BCWDP seperti yang 

ditunjukkan pada Tabel 1. Keempat dataset tersebut 

dikumpulkan dari UCI Machine Learning Repository 

dengan karakternya masing-masing dintunjukkan pada 

Tabel 2. 

Tabel 2. Karakteristik Dataset 

Dataset Type Attributes Instances MV UC 

BCD 

 

Categorical 

 

9 286 9 R=29.72% 
N=70.28% 

WBCDO Integer 10 699 16 B=65.50% 
M=34.50% 

WBCDD Real 32 569 0 B=62.74% 
M=37.26% 

WBCDP Real 34 198 4 R=23.74% 

N=76.26% 

Keterangan: 

R  : Recurrence 

N  :  Non-Recurrence 
B  :  Benign 

M  :  Malignant 

Tipe atribut dari tia-tiap dataset menunjukkan bahwa 

dibutuhkannya DT menyesuaikan karakteristik metode 

ML yang digunakan. Kecuali pada WBCDD, adanya 

MV menunjukkan bahwa dibutuhkannya MVR. UC 

yang terjadi pada BCD dan WBCDP menunjukkan 

bahwa dibutuhkannya penerapan metode-metode 

ensemble. Begitupun dimensi data yang besar pada 

WBCDD dan WBCDP menunjukkan bahwa 

dibutuhkannya FS/AW.  

2. Metode Penelitian 

Penelitian ini merupakan penelitian eksperimental. 

Dipandang dari jenis informasi yang diolah, maka 

penelitian ini merupakan penelitian kuantitatif. 

Dipandang dari perlakukan terhadap data, maka 

penelitian ini merupakan penelitian konfirmatori. 

Machine Learning dan klasifikasi dalam Data Mining 

merupakan subjek penelitian ini. Sedangkan objek 

penelitian ini adalah prediksi KP. Penelitian ini 

dilaksanakan selama satu tahun lebih, dari Agustus 

2018 hingga Oktober 2019. 

Prosedur penelitian dimulai dari pengumpulan data 

menggunakan teknik dokumentasi. Selanjutnya 

dilakukan MVR menggunakan pendekatan mean/mode. 

Selanjutnya dilakukan DT menggunakan pendekatan 
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blending (dummy coding dan numeric encoding) pada 

dataset BCD agar dapat diolah oleh metode-metode 

ML. Selanjutnya dilakukan SND menggunakan metode 

MM dan ZS. Selanjutnya dilakukan FS/AW 

menggunakan metode FSe, BEl, GA, PSO, PCA, dan 

SVD. Selanjutnya dilakukan DV menggunakan teknik 

10-Fold Cross validation. Selanjutnya penerapan 

pendekatan ensemble untuk menangani UCR 

menggunakan metode AB, Ba, dan WV. Selanjutnya 

dilakukan pelatihan metode-metode ML Artificial 

Neural Network (ANN), Support Vector Machine 

(SVM), C4.5, Naive Bayes (NB), dan K-Nearest 

Neighbor (k-NN). Akhirnya tiap-tiap model/pendekatan 

yang diuji coba dikomparasi kinerja akurasinya 

menggunakan teknik Convusion Matrix, sehingga 

diperoleh model yang terbaik (proposed method) untuk 

prediksi KP. Secara keseluruhan, metode yang 

diusulkan ditunjukkan pada Gambar 1. 

 

Gambar 1. Proposed Method 

2.1 Missing Value Replacement (MVR) 

Pendekatan yang digunakan untuk MVR, yaitu 

mean/mode. MV dari atribut bertipe numerik diganti 

dengan nilai mean (1). Untuk data pada atribut bertipe 

integer, nilai mean dibulatkan. Sedangkan MV dari 

atribut bertipe kategorikal (nominal, binominal, 

ordinal) diganti dengan nilai mode. 

   
 

 
∑  

 

   

 (1) 

2.2 Data Transformation (DT) 

DT yang dilakukan adalah mentransformasi data dari 

atribut bertipe kategorikal (nominal, binominal, dan 

ordinal) ke tipe numerik. Hal ini dilakukan pada dataset 

BCD agar dapat diolah oleh algoritma ANN dan SVM, 

serta K-NN walaupun pendekatan Nominal Measure 

yang dimiliki K-NN dapat menangani data kategorikal. 

Pendekatan yang digunakan untuk DT categorical to 

numerical adalah Dummy Coding pada atribut nominal 

dan Numeric Encoding pada atribut ordinal/binominal. 

Sedangkan sebaliknya, DT untuk mentransformasi data 

dari atribut bertipe numerik ke tipe kategorikal tidak 

dilakukan kerena algoritma ANN, SVM, dan K-NN 

memang dapat menangani data numerik. Sedangkan 

algoritma C4.5 memiliki pendekatan entropy untuk 

menangani data numerik. Begitupun algotima NB 

memiliki pendekatan kernel menggunakan metode G-

Reedy. 

2.3 Smoothing Noisy Data (SND) 

Pendekatan yang digunakan untuk SND, yaitu MM (2) 

dan ZS (3). 

 
    

(       )

(         )
((             )

       ) 
(2) 

Di mana xi adalah data atribut ke-i, xmin adalah data 

terkecil dari atribut ke-i, xmax adalah data terbesar dari 

atribut ke-i, newmin adalah jangkauan nilai terkecil ke 

newmax adalah jangkauan nilai terbesar untuk hasil 

normalisasi data. 

     
(    )

 
 (3) 

Di mana xi adalah data atribut ke-i, µ (1) adalah mean 

dari atribut ke-i, dan σ adalah Standard Deviation (4) 

   (
 

   
∑(    ) 
 

   

)

   

 (4) 

2.4 Feature Selection (FS) / Attribute Weighting (AW) 

Metode-metode yang digunakan untuk FS/AW, yaitu 

FSe, BEl, GA, PSO, PCA, dan SVD. FSe, BEl, dan GA 

merupakan metode yang digunakan untuk FS. PSO 

merupakan metode yang digunakan untuk AW. 

Sedangkan PCA dan SVD merupakan metode yang 

digunakan untuk Dimensionality Reduction. 

Metode FSe dapat digunakan untuk FS dengan tujuan 

untuk menemukan fitur-fitur k dalam set fitur F dengan 

memaksimalkan fungsi f (5). 

          
    

 (       ) (5) 
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Algoritma Forward Selection (FSe) [63] 
Input: feature set F, an objective function f, 
k features to select, and initialize an empty 
set fɵ 
1. Maximize the objective function (5); 
2. Update relevant feature set such that  

        ; 
3. Remove relevant feature from the original 

set       ; 

4. Repeat until       ; 

Sama seperti FSe, Metode BEl dapat pula digunakan 

untuk FS. Algoritma BEl adalah sebagai berikut: 

Algoritma Backward Elimination (BEl) [64] 
Input:         *            +         
Output: Best Subset    
begin 
 while         do 
  for each      do 
   set          
   train the SVM with    and 
   get the validation performance  (  ); 
   if  (  )   (  ) then 
        * +; 
   end 
  end 
           ; 
     ; 
     ; 
 end 
 return   ; 
end 

Begitupun metode GA, dapat pula digunakan untuk FS. 

Algoritma GA ditunjukkan pada Gambar 2 [65]. 

 

Gambar 2. Genetic Algorithm 

Metode PSO memiliki kemampuan untuk 

mengoptimasi fungsi nonlinier yang dapat digunakan 

untuk AW. 

Algoritma PSO [66] 
repeat 
 for each particle 
  evaluate Objective Function for each 
particle; 
 for each particle 
  update best solution; 
 update best global solution; 
 for each particle 
  update the velocity; 
  compute the new locations of the 
articles; 
until finished() 

Algoritma PCA (6) melakukan Dimensionality 

Reduction dengan memanfaatkan teknik dalam aljabar 

linier, di mana setiap baris matriks P adalah 

eigenvector Cx (8) [67]. 

        
  (6) 

PCA memerlukan masukan data yang mempunyai sifat 

new zero-mean (7) pada setiap atributnya [67]. 

           ̅ (7) 

Selanjutnya dilakukan perhitungan matriks kovarian 

(8), di mana X
T
 adalah matriks transpos dari data X. 

Formula yang digunakan adalah dot-product pada 

setiap atribut [67]. 

    
 

 
    (8) 

Nilai eigenvalue dan eigenvector dari matriks data X 

berturut-turut adalah nilai skala ƛ dan vektor u yang 

memenuhi Persamaan (9) [67]. 

       (9) 

Dengan mencari matriks ortonormal P, di mana Y = PX 

dan CY = 
 

 
    adalah matriks diagonal, dan kolom 

dari P adalah principal component dari X, maka 

Persamaan CY bisa dijabarkan sebagai berikut [67]. 

 

   
 

 
    

 
 

 
(  )(  )  

 
 

 
       

  (
 

 
   )   

(10) 

Metode untuk dimensionality reduction lainnya yang 

mirip dengan PCA adalah SVD. Jika PCA 

menggunakan eigenvalue dan eigenvector untuk 

memperoleh solusi, SVD menggunakan dekomposisi 

nilai tunggal untuk memperoleh solusi, di mana matriks 

data X dapat dibentuk melalui Persamaan (11) [67]. 

   ∑       
 

    ( )

   

 (11) 

Di mana    adalah nilai singular ke-i dari A (nilai ke-i 

pada diagonal Σ), Ui adalah vektor singular kiri dari A 

(kolom ke-i dari U), dan Vi adalah vektor singular 

kanan ke-i dari A (kolom ke-i dari V). 

2.5 Data Validation (DV) 

Teknik yang digunakan untuk DV, yaitu K-Fold Cross 

Validation dengan nilai K=10. Data dibagi menjadi 10 

kelompok yang terwakili secara merata oleh label class. 

Pelatihan dan pengujian/evaluasi model dilakukan 

disetiap kelompok data (sebanyak 10 iterasi), di mana 

pada setiap iterasi terdapat 10% data uji dan 90% data 

latih yang digunakan secara bergantian sehingga 
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menjamin bahwa setiap sampel telah digunakan pada 

pelatihan dan pengujian model. 

2.6 Unbalanced Class Reduction (UCR) 

Pendekatan yang digunakan untuk menangani masalah 

UC, yaitu pendekatan ensemble menggunakan metode 

AB, Ba, dan WV. 

 

Gambar 3. Boosting Model 

 

Gambar 4. Bagging Model 

Algoritma WV adalah sebagai berikut: 

1. Hitung akurasi rata-rata (1), maksimum, dan 

minimum dari 10-Fold Cross Validation untuk tiap-

tiap metode ML yang digunakan. 

2. Normalisasikan nilai akurasi rata-rata, maksimum, 

dan minimum tersebut menggunakan Min-Max 

Normalization (2) dengan range [0.1, 1] untuk tiap-

tiap metode ML yang digunakan. 

3. Hitung selisih antara mi dengan 1 (12), di mana mi 

adalah hasil normalisasi metode ML ke-i = 1, 2, …, 

j. 

         (12) 

4. Hitung weight (13) untuk tiap-tiap metode ML yang 

digunakan. 

    
  

∑   
 
   

 (13) 

5. Dapatkan keputusan klasifikasi (14), di mana y(xd) 

adalah hasil keputusan klasifikasi (label class) 

instance ke-d dari metode WV, yc adalah label class 

ke-c, yi adalah label class prediksi mi (metode ke-i = 

1, 2, …, j). 

  (  )        
    

∑  (        )

 

   

 (14) 

2.7 Machine Learning 

Metode-metode ML yang digunakan untuk melakukan 

klasifikasi (prediksi) KP, yaitu ANN, SVM, C4.5, NB, 

dan K-NN. Kelima metode tersebut masuk dalam daftar 

top ten data mining algorithms [62]. 

Metode ANN dapat digunakan untuk estimasi/regresi 

dan klasifikasi, di mana model matematika neuron (15) 

yang diperkenalkan Mc. Culloch & Pitts didefenisikan 

sebagai berikut. 

    (∑    

 

   

) (15) 

Di mana signal x berupa vektor berdimensi n (x1, x2, …, 

xn) akan mengalami penguatan oleh synapse w (w1, w2, 

…, wn). Selanjutnya, akumulasi dari penguatan tersebut 

akan mengalami transformasi oleh fungsi aktifasi f. 

Fungsi f ini akan memonitor, bila akumulasi penguatan 

signal itu telah melebihi batas tertentu. Model 

matematika neuron (15) tersebut dapat digambarkan 

dalam bentuk jaringan ANN berikut ini. 

 

Gambar 5. Arsitektur Jaringan ANN [68] 

Arsitektur jaringan ANN menunjukkan bahwa suatu 

jaringan ANN memiliki tiga komponen, yaitu synapse 

(w1, w2, …, wn), alat penambah (adder), dan fungsi 

aktifasi (f) [68]. 

Metode SVM dapat digunakan untuk estimasi/regresi 

dan klasifikasi. Jika n merupakan jumlah data yang 

menjadi support vector, dibawah kendala (17), maka 

formulasi SVM dapat didefenisikan pada Persamaan 

(16). Pendekatan kernel seperti Anova dapat diterapkan 

pada SVM untuk menangani data yang bersifat 

nonlinear. 

    
    

 

 
‖ ‖   ∑  

 

   

 (16) 

   (      )                      (17) 

Algoritma C4.5 merupakan varian dari algoritma 

Decision Tree untuk dapat menangani data numerik. 

Entropy diperoleh melalui Persamaan (18), di mana m 

merupakan jumlah nilai yang berbeda pada class dan 

P(i|s) merupakan proporsi class atau nilai fitur ke-i 

yang diproses di node s. Sementara gain diperoleh 

melalui Persamaan (19), spilit info diperoleh melalui 

Persamaan (20), dan gain ratio diperoleh melalui 

Persamaan (21). 

        ( )   ∑ (    )    

 

   

 (    ) (18) 
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           (   )   ∑ (    )    

 

   

 (    ) (20) 

           (   )  
 (   )

  (   )
 (21) 

Di mana P(vi|s) merupakan proporsi nilai v muncul 

pada class dalam node. E(si) merupakan Entropy 

komposisi nilai v dari class ke-j dalam data ke-i suatu 

node. Selanjutnya n merupakan jumlah nilai yang 

berbeda dalam node. Sementara k merupakan jumlah 

pemecahan. 

Algoritma NB (22) dapat pula digunakan untuk 

klasifikasi, di mana P(Ck) adalah probabilitas dari class 

ke-k = 1, 2, …, l. P(Xij|Ck) adalah probabilitas atribut 

ke-j = 1, 2, …, m. C(Xi) adalah class hasil klasifikasi 

instance ke-i = 1, 2, … n. Untuk menangani data 

numerik, maka distribusi Gaussian atau pendekatan 

kernel (G-Reedy) dapat diterapkan. 

  (  )        
    

 (  )∏ (      )

 

   

 (22) 

Algoritma k-NN dapat pula digunakan untuk 

klasifikasi. Formulasi K-NN dapat didefenisikan pada 

Persamaan (23), di mana perhitungan jarak umumnya 

menggunakan Euclidean (24). 

          ∑        (    )

 

   
 

 (23) 

     √∑(        )
 

 

   

 (24) 

2.8 Model Evaluation 

Pengukuran kinerja akurasi suatu model klasifikasi 

dapat dilakukan menggunakan Confussion Matrix, 

ditunjukkan pada Tabel 3. 

Tabel 3. Confusion Matrix 

 Actual + Actual - Precision 

Predicted + TP FP TP/(TP+FP) * 

Predicted - FN TN TN/(TN+FN) 

Recall TP/(TP+FN) TN/(TN+FP)  

F-Measure (2*Precision*Sensitivity)/(Precision+Sensitivity) 

Accuracy (TP+TN) / (TP+TN+FN+FP) 

Keterangan: T (True), F (False), P (Positive); N (Negative) 

3. Hasil dan Pembahasan 

Tahap pertama yang dilakukan adalah MVR 

menggunakan pendekatan mean/mode, ditunjukkan 

pada Tabel 4. 

Tahap selanjutnya adalah DT yang dilakukan pada 

dataset BCD, ditunjukkan pada Tabel 5. Sedangkan 

untuk dataset lainnya menggunakan pendekatan pada 

metode ML masing-masing. 

Tabel 4. Missing Value Replacement 

Dataset Type MVR 

BCD 

WBCDO 

WBCDD 

WBCDP 

Nominal, Binominal, & Ordinal 

Integer 

Real 

Real 

Mode 

Integer(Mean) 

No MV 

Mean 

Tabel 5. Data Transformation for BCD 

Attribute Type DT 

X1 

X2 

X3 

X4 

X5 

X6 

X7 

X8 

X9 

Ordinal 

Nominal 

Ordinal 

Ordinal 

Binominal 

Ordinal 

Binominal 

Nominal 

Binominal 

Encoding [1, 2, 3, 4, 5, 6] 

Dummy Coding (X2a, X2b, X2c) 

Encoding [1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11] 

Encoding [1, 2, 3, 4, 5, 6, 7] 

Encoding [0, 1] 

[1, 2, 3] (tidak perlu) 

Encoding [0, 1] 

Dummy Coding (X8a, X8b, X8c, X8d, X8e) 

Encoding [0, 1] 

Hasil evaluasi kinerja akurasi metode-metode ML 

setelah dilakukan MVR dan DT menunjukkan bahwa: 

1. Pada dataset BCD, C4.5 memberikan kinerja yang 

terbaik dengan akurasi 73,78%; 

2. Pada dataset WBCDO, NB memberikan kinerja 

yang terbaik dengan akurasi 97,42%; 

3. Pada dataset WBCDD, ANN memberikan kinerja 

yang terbaik dengan akurasi 97,36%; dan  

4. Pada dataset WBCDP, ANN memberikan kinerja 

yang terbaik dengan akurasi 81,82%. 

Secara rinci, hasil evaluasi kinerja akurasi metode-

metode ML setelah dilakukan MVR dan DT 

ditunjukkan pada Tabel 6. 

Tabel 6. Hasil Evaluasi setelah MVR + DT (Normal) 

Dataset Method DT Parameters Accuracy 

BCD ANN Encoding hd=1; neurons=15 72,38% 
SVM Encoding kernel = anova 73,08% 

C4.5 Entropy accuracy 73,78% 
NB Greedy bandwidth = 0.2 70,98% 

11-NN Encoding Correlation 71,68% 

WBCDO ANN - hd=1; neurons=9 96,71% 
SVM - kernel = anova 97,00% 

C4.5 Entopy accuracy 94,99% 
NB Greedy bandwidth = 0.4 97,42% 

7-NN - Euclidean 97,28% 

WBCDD ANN - hd=1; neurons=10 97,36% 
SVM - kernel = anova 96,66% 

C4.5 Entopy gain ratio 93,50% 
NB Greedy bandwidth = 0.01 94,71% 

7-NN - Camberra 95,96% 

WBCDP ANN - hd=1; neurons=10 81,82% 
SVM - kernel = anova 78,28% 

C4.5 Entopy accuracy 73,23% 
NB Greedy bandwidth = 0.01 77,27% 

11-NN - Camberra 77,27% 

Setelah MVR dan DT, tahap selanjutnya adalah SND 

menggunakan pendekatan ZS dan MM. Hasil evaluasi 

kinerja akurasi metode-metode ML setelah dilakukan 

MVR, DT, dan SND menunjukkan bahwa: 
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1. Pada dataset BCD, SVM – ZS memberikan kinerja 

yang terbaik dengan akurasi 74,13%, lebih baik 

0,35% daripada C4.5 sebagai metode yang terbaik 

sebelum dilakukan SND;  

2. Pada dataset WBCDO, NB masih tetap 

memberikan kinerja yang terbaik dengan akurasi 

97,42% sebelum dilakukan SND, walaupun pada 

metode-metode ML lainnya menunjukkan adanya 

peningkatan akurasi setelah dilakukan SND, namun 

tidak lebih baik daripada NB sebelum dilakukan 

SND; 

3. Pada dataset WBCDD, ANN masih tetap 

memberikan kinerja yang terbaik dengan akurasi 

97,36%, baik sebelum dilakukan SND maupun 

sesudahnya; dan 

4. Pada dataset WBCDP, ANN masih tetap 

memberikan kinerja yang terbaik dengan akurasi 

81,82%, baik sebelum dilakukan SND maupun 

sesudahnya 

Secara rinci, hasil evaluasi kinerja akurasi metode-

metode ML setelah dilakukan MVR, DT, dan SND 

ditunjukkan pada Tabel 7 berikut ini. 

Tabel 7. Hasil Evaluasi Setelah MVR + DT + SND  

Dataset Method Normal ZS MM 

BCD ANN 72,38% 72,38% 72,38% 

SVM 73,08% 74,13% 73,43% 
C4.5 73,78% 73,78% 73,78% 

NB 70,98% 67,13% 70,63% 

11-NN 71,68% 71,68% 73,78% 

WBCDO ANN 96,71% 96,71% 96,71% 

SVM 97,00% 97,14% 96,28% 
C4.5 94,99% 94,99% 94,99% 

NB 97,42% 96,85% 94,56% 

7-NN 97,28% 96,71% 97,28% 

WBCDD ANN 97,36% 97,36% 97,36% 

SVM 96,66% 96,66% 96,84% 
C4.5 93,50% 93,50% 93,50% 

NB 94,71% 94,19% 94,73% 

7-NN 95,96% 94,20% 95,96% 

WBCDP ANN 81,82% 81,82% 81,82% 

SVM 78,28% 76,77% 77,27% 
C4.5 73,23% 73,23% 73,23% 

NB 77,27% 74,62% 75,25% 
11-NN 77,27% 76,26% 77,27% 

Setelah MVR, DT, dan SND, tahap selanjutnya adalah 

FS/AW menggunakan metode FSe, BEl, GA, PSO, 

PCA, dan SVD. Hasil evaluasi kinerja akurasi metode-

metode ML setelah dilakukan MVR, DT, SND, dan 

FS/AW menunjukkan bahwa: 

1. Pada dataset BCD, C4.5 – ZS/MM – GA 

memberikan kinerja yang terbaik dengan akurasi 

77,27%, lebih baik 3,14% daripada SVM – ZS 

sebagai metode yang terbaik sebelum dilakukan 

FS/AW; 

2. Pada dataset WBCDO, 7-NN – MM – PSO 

memberikan kinerja yang terbaik dengan akurasi 

97,85%, lebih baik 0,43% daripada NB sebagai 

metode yang terbaik sebelum dilakukan FS/AW; 

3. Pada dataset WBCDD, ANN – ZS/MM – FSe 

memberikan kinerja yang terbaik dengan akurasi 

98,24%, lebih baik 0,88% daripada ANN sebagai 

metode yang terbaik sebelum dilakukan FS/AW; 

dan 

4. Pada dataset WBCDP, 11-NN – MM – PSO 

memberikan kinerja yang terbaik dengan akurasi 

83,33%, lebih baik 1,51% daripada ANN sebagai 

metode yang terbaik sebelum dilakukan FS/AW. 

Secara rinci, hasil evaluasi kinerja akurasi metode-

metode ML setelah dilakukan MVR, DT, SND, dan 

FS/AW ditunjukkan pada Tabel 8. 

Tabel 8. Hasil Evaluasi Setelah MVR + DT + SND + FS/AW 

Dataset Method Normal FSe BEl GA PSO PCA SVD 

BCD ANN 72,38 75,87 73,78 76,57 74,13 74,13 71,33 

SVM 73,08 75,87 76,22 76,57 76,57 71,33 70,98 
C4.5 73,78 75,87 74,48 77,27 75,87 70,28 68,18 

NB 70,98 75,87 74,83 75,52 76,22 73,43 70,28 

11-NN 71,68 75,17 75,17 76,57 76,22 73,43 69,23 

WBCDO ANN 96,71 96,85 97,00 97,57 97,28 96,57 96,85 

SVM 97,00 96,85 97,28 97,42 97,71 96,57 96,85 
C4.5 94,99 95,14 95,71 96,14 96,14 97,14 97,14 

NB 97,42 96,85 96,85 97,00 96,85 96,14 65,52 

7-NN 97,28 96,85 97,42 97,71 97,85 97,42 94,13 

WBCDD ANN 97,36 98,24 97,89 98,07 97,89 97,19 96,66 

SVM 96,66 97,54 97,54 97,36 97,36 96,49 96,31 
C4.5 93,50 94,38 94,38 96,13 96,13 92,97 91,74 

NB 94,71 94,55 95,43 96,31 96,31 92,27 89,28 

7-NN 95,96 97,36 97,19 97,72 97,72 91,92 81,37 

WBCDP ANN 81,82 82,32 80,81 82,83 82,32 78,28 80,30 

SVM 78,28 80,81 78,28 82,32 80,81 81,82 77,27 
C4.5 73,23 77,78 76,26 78,79 76,77 72,22 67,17 

NB 77,27 77,78 76,26 79,29 77,78 76,77 69,19 

11-NN 77,27 80,81 81,31 82,83 83,33 79,29 78,79 

Setelah MVR, DT, SND, dan FS/AW, tahap 

selanjutnya adalah UC/ensemble menggunakan metode 

WV, Ba, dan AB. Hasil evaluasi kinerja akurasi 

metode-metode ML setelah dilakukan MVR, DT, SND, 

FS/AW, dan UCR menunjukkan bahwa: 

1. Pada dataset BCD, 11-NN – MM – GA – WV 

memberikan kinerja yang terbaik dengan akurasi 

77,27%, sama baiknya dengan C4.5 – ZS/MM – 

GA sebagai metode yang terbaik sebelum dilakukan 

UCR; 

2. Pada dataset WBCDO, 7-NN – MM – PSO – AB 

memerikan kinerja yang terbaik dengan akurasi 

97,85%, sama baiknya dengan 7-NN – MM – PSO 

sebagai metode yang terbaik sebelum dilakukan 

UCR; 

3. Pada dataset WBCDD, ANN – ZS/MM – FSe – AB 

memberikan kinerja yang terbaik dengan akurasi 

98,07%, namun tidak lebih baik daripada ANN – 

ZS/MM – Fse dengan akurasi 98,24% sebagai 

metode yang terbaik sebelum dilakukan UCR, 

selisih -0,17%; dan 

4. Pada dataset WBCDP, 11-NN – MM – PSO – AB 

memberikan kinerja yang terbaik dengan akurasi 

83,33%, sama baiknya dengan 11-NN – MM – PSO 

sebagai metode yang terbaik sebelum dilakukan 

UCR. 
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Dengan demikian, penerapan metode-metode ensemble 

(WV, Ba, AB) untuk UCR ternyata tidak dapat 

memberikan peningkatan kinerja akurasi pada metode-

metode ML, padahal dengan kompleksitas komputasi 

terhadap waktu yang cukup besar. Hal ini karena UCR 

dilakukan setelah FS/AW, di mana metode-metode 

FS/AW mampu mengoptimalkan kinerja metode-

metode ML walaupun terjadi UC. Sedangkan UCR 

dilakukan setelah model dari metode-metode ML sudah 

optimal karena FS/AW. UCR tidak bisa dilakukan lebih 

dahulu daripada FS/AW. Seandainya UCR dilakukan 

tanpa FS/AW, maka hasilnya tidak akan jauh berbeda 

dengan FS/AW dalam mengoptimalkan kinerja metode-

metode ML. Dengan demikian, sampai pada tahap 

FS/AW, metode-metode ML untuk prediksi KP 

dianggap sudah optimal kinerjanya. Secara rinci, hasil 

evaluasi kinerja akurasi metode-metode ML setelah 

dilakukan MVR, DT, SND, FS/AW, dan UCR 

ditunjukkan pada Tabel 9 berikut ini. 

Tabel 9. Hasil Evaluasi Setelah MVR+DT+SND+FS/AW+UC 

Dataset Method Normal WV Ba AB 

BCD ANN 72,38% 76,57% 75,87% 75,87% 
SVM 73,08% 75,52% 76,22% 76,92% 

C4.5 73,78% 75,52% 75,87% 75,87% 
NB 70,98% 76,22% 75,52% 75,87% 

11-NN 71,68% 77,27% 76,22% 76,57% 

WBCDO ANN 96,71% 97,14% 97,42% 97,14% 
SVM 97,00% 97,14% 97,28% 97,28% 

C4.5 94,99% 96,85% 97,14% 95,14% 

NB 97,42% 97,14% 96,85% 96,71% 

7-NN 97,28% 97,42% 97,57% 97,85% 

WBCDD ANN 97,36% 97,19% 97,72% 98,07% 
SVM 96,66% 97,72% 97,36% 97,36% 

C4.5 93,50% 97,72% 96,49% 97,72% 
NB 94,71% 97,89% 96,13% 96,49% 

7-NN 95,96% 97,72% 97,54% 97,72% 

WBCDP ANN 81,82% 80,81% 82,83% 82,83% 
SVM 78,28% 80,30% 79,80% 80,81% 

C4.5 73,23% 79,80% 77,27% 81,31% 
NB 77,27% 82,32% 79,29% 79,80% 

11-NN 77,27% 80,81% 81,82% 83,33% 

Setelah tiap-tiap model dievaluasi, maka pendekatan 

terbaik untuk tiap-tiap metode ML dapat diperoleh, 

ditunjukkan pada Tabel 10 berikut ini. 

Tabel 10. Pendekatan Terbaik untuk Setiap Metode ML 

Dataset Method Normal SND FS/AW UC 

BCD ANN 72,38 ZS 72,38 GA 76,57 WV 76,57 
SVM 73,08 ZS 74,13 GA 76,57 AB 76,92 

C4.5 73,78 ZS 73,78 GA 77,27 Ba 75,87 
NB 70,98 MM 70,63 PSO 76,22 WV 76,22 

11-NN 71,68 MM 73,78 GA 76,57 WV 77,27 

WBCDO ANN 96,71 ZS 96,71 GA 97,57 Ba 97,42 
SVM 97,00 ZS 97,14 PSO 97,71 Ba 97,28 

C4.5 94,99 ZS 94,99 SVD 97,14 Ba 97,14 
NB 97,42 ZS 96,85 GA 97,00 WV 97,14 

7-NN 97,28 MM 97,28 PSO 97,85 AB 97,85 

WBCDD ANN 97,36 ZS 97,36 FSe 98,24 AB 98,07 
SVM 96,66 MM 96,84 FSe 97,54 WV 97,72 

C4.5 93,50 ZS 93,50 GA 96,13 AB 97,72 
NB 94,71 MM 94,73 GA 96,31 WV 97,89 

7-NN 95,96 MM 95,96 GA 97,72 AB 97,72 

WBCDP ANN 81,82 ZS 81,82 GA 82,83 Ba 82,83 

SVM 78,28 MM 77,27 GA 82,32 AB 80,81 

C4.5 73,23 ZS 73,23 GA 78,79 AB 81,31 

NB 77,27 MM 75,25 GA 79,29 WV 82,32 

11-NN 77,27 MM 77,27 PSO 83,33 AB 83,33 

Dengan demikian, pendekatan yang diusulkan untuk 

prediksi KP berbasis ML, antara lain: 

1. Pada dataset BCD, C4.5 – ZS/MM – GA 

memberikan kinerja yang terbaik dan sama baiknya 

dengan 11-NN – MM – GA – WV dengan akurasi 

77,27%, namun karena mempertimbangkan 

kompleksitas komputasi dari proses UCR, maka 

C4.5 – ZS/MM – GA dianggap yang terbaik dan 

lebih efisien untuk prediksi KP karena tidak perlu 

hingga melakukan UCR; 

2. Begitupun pada dataset WBCDO, 7-NN – MM – 

PSO memerikan kinerja yang terbaik dan sama 

baiknya dengan 7-NN – MM – PSO – AB dengan 

akurasi 97,85%, sehingga 7-NN – MM – PSO 

dianggap yang terbaik dan lebih efisien untuk 

prediksi KP; 

3. Pada dataset WBCDD, ANN – ZS/MM – FSe 

dengan akurasi 98,24% sebagai metode yang 

terbaik tanpa harus melakukan UCR; dan 

4. Pada dataset WBCDP, 11-NN – MM – PSO 

memberikan kinerja yang terbaik dan sama baiknya 

dengan 11-NN – MM – PSO – AB dengan akurasi 

83,33%, sehingga 11-NN – MM – PSO dianggap 

yang terbaik dan lebih efisien untuk prediksi KP. 

Secara rinci, pendekatan yang diusulkan untuk prediksi 

KP berbasis ML ditunjukkan pada Tabel 11 berikut ini. 

Tabel 11. Proposed Method 

DS Method Proposed Approach Accuracy 

BCD C4.5 Parameter = Accuracy 

DT = Entropy 
SND = Z-Score (ZS) 

FS = GA 

77,27% 

WBCDO 7-NN Parameter = Euclidean 
DT = - 

SND = Min-Max (MM) 
AW = PSO 

97,85% 

WBCDD ANN Parameter = 1 hd, 10 neurons hd 
DT = - 

SND = Z-Score (ZS) 

FS = Forward Selection (FSe) 
 

98,24% 

WBCDP 11-NN Parameter = Camberra 
DT = - 

SND = Min-Max (MM) 

AW = PSO. 

83,33% 

Kinerja yang diperoleh dari metode yang diusulkan 

pada tiap-tiap dataset menunjukkan bahwa adanya 

peningkatan akurasi dari pada tiap-tiap metode ML 

standar yang digunakan. Hal ini membuktikan bahwa 

melalui pra-pengolahan yang lebih efisien, maka 

kinerja metode-metode ML dapat ditingkatkan. Secara 

rinci, komparasi antara metode yang diusulkan dengan 

metode-metode ML standar (normal) dan metode-

metode ML dari penelitian terkait sebelumnya 

ditunjukkan pada Tabel 12, di mana simbol  
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menunjukkan penelitian kami, sedangkan simbol 

menunjukkan penelitian terkait sebelumnya yang 

kami anggap terbaik. 

Merujuk penelitian-penelitian terkait pada Tabel 1, 

kami tidak dapat membandingkan hasil penelitian ini 

dengan penelitian terkait sebelumnya yang dianggap 

tidak melakukan pra-pengolaahan dengan efisien, 

misalnya mengabaikan atau membuang adanya MV 

bisa jadi memperoleh akurasi yang lebih tinggi karena 

jumlah data yang berkurang, tapi bisa jadi pula 

mengabaikan informasi yang mungkin penting, 

mengakibatkan bias. Begitupun apabila DT, SND, 

FS/AW, bahkan DV kurang diperhatikan. Penelitian 

seperti itu tentu saja tidak dapat dianggap yang terbaik 

walaupun menunjukkan akurasi yang tertinggi. Tetapi 

kami tetap memasukkannya dalam daftar perbandingan. 

Seperti yang dikemukakan oleh Abreu et al., 2016 

dalam review yang mereka lakukan terhadap prediksi 

KP berbasis ML, bahwa penelitian-penelitian terkait 

prediksi KP berbasis ML memang telah memperoleh 

akurasi yang tinggi, namun secara keseluruhan, pra-

pengolahan belum dilakukan secara optimal/efisien, 

efisiensi maupun sensitifitasnya masih diragukan [15]. 

Tabel 12. Komparasi Metode 

Dataset Year, Ref Proposed Method Accuracy Des 

BCD 2019, Our Best of ML Normal: C4.5 73,78%  

Proposed: C4.5-ZS-GA 77,27%  

2015, [33] WV (DT, MBL, NB, SVM) - FS 71,64%  
2017, [38] NB 72,70%  

2017, [39] NB 75,17%  

2018, [49] NB – BFS 82,00%  
2018, [52] WCBA 70,93%  

WBCDO 2019, Our Best of ML Normal: NB 97,42%  

Proposed: 7NN-MM-PSO 97,85%  

2007, [6] LSSVM 98,53%  

2007, [19] PSO – MSS 100%  
2009, [2] SVM – F-Score 99,51%  

2011, [3] SVM – RS 100%  

2014, [31] FMM–CART–RF  98,84%  
2015, [32] NB 95,00%  

2015, [33] WV (DT, MBL, NB, SVM) - FS 97,42%  
2015, [34] BN – DBN 97,00%  
2016, [4] SVM 97,13%  

2017, [40] SMO 96,19%  

2017, [41] SVM 97,07%  

2018, [42] WAUCE 97,10%  

2018, [50] FCLF – CNN 98,71%  
2018, [45] FCM 97,00%  

2018, [46] NB 97,36%  

2018, [47] K-NN 97,51%  
2018, [51] ANN – Bagging 96,50%  

2018, [52] WCBA 96,80%  

WBCDD 2019, Our Best of ML Normal: ANN 97,36%  

Proposed: ANN-ZS-FSe 98,24%  

2012, [22] DT - RS – GA 95,30%  
2015, [33] WV (DT, MBL, NB, SVM) - FS 95,69%  

2015, [34] BN – DBN 97,00%  

2018, [42] WAUCE 97,68%  
2018, [44] FCLF – CNN 99,57%  

2018, [50] GAOGB 94,28%  

2018, [53] K-NN – LDA 97,06%  
2018, [54] AB – LR – PCA 97,92%  

WBCDP 2019, Our Best of ML Normal: ANN 81,82%  

Proposed: 11NN-MM-PSO 83,33%  

2014, [30] K-NN 90,00%  

2015, [33] WV (DT, MBL, NB, SVM) - FS 77,24%  
2016, [36] SMO – Ranker 77,27%  

2018, [48] NB – PSO 81,30%  

Dengan demikian, komparasi antara metode yang 

diusulkan dengan metode-metode ML standar (normal) 

dan metode ML dari penelitian terkait sebelumnya yang 

terbaik, dapat ditunjukkan pada Gambar 6. 

 
Keterangan: 

N :  Best of ML Normal (MVR + DT) 
PM : Proposed Method 

BOR : Best of Related Research 

Gambar 6. ML Normal vs Proposed Method vs Other Research 

4. Kesimpulan 

Berdasarkan hasil penelitian yang diperoleh, dapat 

disimpulkan bahwa melalui pra-pengolahan yang 

efisien (Missing Value Replacement, Data 

Transformation, Smoothing Noisy Data, Feature 

Selection atau Attribute Weighting, Data Validation, 

dan Unbalanced Class Reduction) untuk prediksi 

Kanker Payudara berbasis machine learning, maka 

kinerja akurasi dari metode-metode machine learning 

dapat ditingkatkan, sehingga diperoleh pendekatan-

pendekatan machine learning yang efisien untuk 

prediksi Kanker Payudara, yaitu: 

1. C4.5 – ZS – GA untuk dataset BCD dengan akurasi 

77,27%, lebih baik 3,49% dari C4.5 sebagai best of 

ML normal, dan lebih baik 5,63% dari Weighted 

Vote (Decision Tree, Memory Based Learner, NB, 

SVM) – Fisher Score sebagai best of related 

research; 

2. 7NN – MM – PSO untuk dataset WBCDO dengan 

akurasi 97,85%, lebih baik 0,43% dari NB sebagai 

best of ML normal dan dari Weighted Vote 

(Decision Tree, Memory Based Learner, NB, SVM) 

– Fisher Score sebagai best of related research; 

BCD WBCDO WBCDD WBCDP

N 73,78 97,42 97,36 81,82

PM 77,27 97,85 98,24 83,33

BOR 71,64 97,42 97,92 81,30
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3. ANN – ZS – FSe untuk dataset WBCDD dengan 

akurasi 98,24%, lebih baik 0,88% dari ANN sebagai 

best of ML normal, dan lebih baik 0,32% dari AB – 

Logistic Regression – PCA sebagai best of related 

research; dan 

4. 11NN – MM – PSO untuk dataset WBCDP dengan 

akurasi 83,33%, lebih baik 1,51% dari ANN sebagai 

best of ML normal, dan lebih baik 2,03% dari NB – 

PSO sebagai best of related research. 

Dengan demikian, pendekatan-pendekatan tersebut 

menunjukkan kinerja akurasi yang lebih baik dari pada 

standar/normal ML bahkan lebih baik dari pada 

penelitian-penelitian terkait, sehingga pendekatan-

pendekatan tersebut dapat digunakan untuk 

pengembangan alat bantu deteksi dini Kanker Payudara 

berbasis machine learning yang diharapkan bisa 

berdampak terhadap upaya mereduksi tingkat kematian 

yang disebabkan Kanker Payudara. Namun tentunya 

melalui riset-riset selanjutnya yang lebih mendalam 

lagi. 
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